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RÉSUMÉ
Après avoir été développée en traitement automatique du langage, l’architecture transformer s’est
démocratisée dans d’autres domaines de l’apprentissage automatique. Elle a permis de surpasser
l’état de l’art dans de nombreuses tâches. Afin d’améliorer les performances de ces modèles, de très
grands jeux de données ont été créés. En multimodalité vision-langage, les résultats encourageants
des transformers favorisent la collecte de données image-texte à très grande échelle. Cependant,
évaluer la qualité de ces données et leur influence sur la performance de ces modèles est difficile, car
notre compréhension des transformers vision-langage est encore limitée. Nous explorons les études
du domaine pour mieux comprendre les processus de collecte des jeux de données image/texte, les
caractéristiques de ces données et leurs impacts sur les performances des modèles.

ABSTRACT
State of the art on Vision-Language transformers : Insights on pre-training data

The transformer architecture is becoming increasingly popular in many areas of machine learning,
after its development in Natural Language Processing. It has surpassed the state-of-the-art in many
tasks and has led to the creation of very large datasets to improve model performances. In vision-
language multimodality, the good results of transformer models have led to the gathering of large scale
image-text datasets. However, it is difficult to assess the quality of these new datasets, as well as their
influence on the performance of these models, as our understanding of vision-language transformers
is still limited. We explore studies in the field to better understand the processes of image/text dataset
collection, the characteristics of this data and its impact on model performance.
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1 Introduction

L’architecture transformer a été développée en traitement automatique du langage, permettant de
surpasser l’état de l’art dans de nombreuses tâches, comme la traduction automatique ou les questions-
réponses. Cependant, l’utilisation de cette architecture conjointement avec l’auto-supervision nécessite
de grandes quantités de données pour améliorer les performances, conduisant au développement
de modèles entraînées sur toujours plus de données, comme GPT-3 (Brown et al., 2020) ou Bloom
(Scao et al., 2022). Cette configuration mène à l’émergence de comportements intéressant tels que
la capacité de traiter de nouvelles tâches sans supervision classique (Ouyang et al., 2022). Suite à
ces succès, d’autres domaines applicatifs de l’apprentissage automatique ont incorporé l’architecture



transformers et l’auto-supervision aux systèmes qu’ils produisent. C’est notamment le cas des modèles
multimodaux vision-langage (Chen et al., 2019; Tan & Bansal, 2019) qui, à partir de données textuelles
et visuelles, sont capables de réaliser des tâches multimodales comme les questions-réponses visuelles
ou le raisonnement sur une image et du texte.

De même que pour les modèles de langage, les modèles vision-langage plus récents sont ainsi
entraînés avec un apport de données considérable, par auto-supervision, notamment sur la tâche
d’association entre une image et sa légende. Par exemple, CLIP (Radford et al., 2021) a montré que
le passage à l’échelle en termes de données peut entraîner des gains très importants en termes de
performances des modèles et de robustesse à différentes tâches. Cela a ainsi conduit à la collecte de
nouveaux jeux de données appropriés pour l’apprentissage autosupervisé. Cependant, la taille d’un
jeu de données vision-langage n’est pas la seule caractéristique qui peut grandement influencer le
pré-entraînement. Toutefois, il est coûteux de réaliser des études d’ablations analysant précisément
l’influence de la qualité des données sur les performances d’un modèle. En effet, les modèles les plus
performants sont maintenant entraînés sur plus d’une dizaine de millions de paires d’image et texte.
La réalisation de telles études demande donc beaucoup de ressources.

Dans cet article, nous soulevons certaines questions liées à l’utilisation de jeux de données image-texte
pour le pré-entraînement de transformers vision-langage :

— Quelles sont les caractéristiques les plus importantes pour de tels jeux de données?
— Comment évaluer la qualité d’un jeu de données vision-langage?
— Quels problèmes éthiques peuvent être rencontrés lors de la création d’un jeu de données?

Nous parcourons les études réalisées dans ce domaine, ainsi que dans les domaines de traitement du
langage et de vision par ordinateur. Nous voulons ainsi apporter des éléments de réponse avec un
impact potentiel sur ces questions, indépendamment de la modalité.

2 Vers toujours plus de données?

La tendance actuelle des divers domaines du traitement automatique du langage et de la vision par
ordinateur semble progresser vers une augmentation de la taille des modèles et jeux de données.
C’est d’autant plus le cas pour les modèles basés sur l’architecture transformers. Cependant, certaines
études portent un regard critique sur l’utilisation de jeux de données toujours plus gros.

En traitement automatique du langage Les itérations successives du modèle GPT (Brown et al.,
2020; Radford et al., 2019) sont une illustration d’une règle qui s’est installée pour les nouveaux
modèles de langues : des modèles constitués de plus de paramètres, pré-entraînés sur des jeux de
données plus importants, aideront à obtenir de meilleures performances. De fait, (Hendrycks et al.,
2020) montre que la robustesse des modèles transformers semble s’améliorer quand ceux-ci sont
entraînés sur plus de données, en comparant BERT (Devlin et al., 2019) et RoBERTa (Liu et al.,
2019). Plus les données sont diversifiées, meilleure sera la capacité de généralisation du modèle.

Cependant, le coût économique et environnemental de cette tendance est non négligeable (Schwartz
et al., 2020; Bender et al., 2021). Le coût de certains modèles est quantifié dans (Strubell et al., 2019).
Une manière de l’atténuer serait de prendre en compte l’efficacité du pré-entraînement d’un modèle
lors de l’évaluation de celui-ci. D’autre part, une grande quantité de données n’est pas nécessairement



équivalente à une grande diversité dans les données. En effet, les méthodes de collecte et de filtrage des
données peuvent engendrer des biais considérables qui pourraient être dommageables à l’utilisation
de ces modèles. Par exemple, elles peuvent privilégier des points de vue hégémoniques (Bender et al.,
2021). La taille des jeux de données peut également faire passer inaperçu un manque de qualité de
sous-ensembles de données. En étudiant des jeux de données multilingues, (Kreutzer et al., 2022)
font apparaître un taux d’erreurs significatif, particulièrement pour des langues à faibles ressources.

En vision par ordinateur Contrairement aux modèles convolutionnels, les modèles transformers
n’ont pas l’architecture nécessaire pour apprendre à reconnaître efficacement la structure locale des
images. Pour obtenir de bonnes performances, ils nécessitent de larges jeux de données (Dosovitskiy
et al., 2021). Bien que des modèles plus efficaces continuent à être élaborés (Touvron et al., 2021), la
taille des jeux de données reste l’un des principaux facteurs limitants (Zhai et al., 2022).

Ces jeux de données à grande échelle présentent d’autres problèmes. Une grande partie des images
disponibles sur internet contiennent des personnes. Ainsi, les jeux de données collectés à partir de ces
images sans consentement préalable peuvent enfreindre la vie privée de ces personnes. Il est également
difficile de collecter, filtrer et annoter des images à grande échelle. Ces données peuvent contenir
des images à caractère pornographique (Prabhu & Birhane, 2020), ou présenter des biais qui nuisent
à certaines catégories de la population (Kay et al., 2015). Les annotations peuvent notamment être
basées sur des stéréotypes, et contenir des catégories insultantes (Prabhu & Birhane, 2020). De plus,
l’utilisation d’une quantité plus importante de données peut engendrer des rendements décroissants.
En effet, (Sun et al., 2017) observent sur des tâches de détection d’objets que la performance d’un
modèle croit de façon logarithmique avec la taille des données d’entraînement.

Qualité des données En traitement automatique du langage, plusieurs méthodes de filtrages ont été
développées afin d’améliorer la qualité (Wenzek et al., 2019) des données de pré-entraînement. La
création d’un tel protocole est souvent itérative, car il peut être difficile d’évaluer la qualité et l’impact
de ces corpus. L’utilisation de jeux de données multilingues, notamment, nécessite de porter une plus
grande attention au filtrage des données (Suarez et al., 2019; Abadji et al., 2022). En multimodalité
vision-langage, de tels jeux de données n’ont été collectés que récemment, et ne sont parfois pas
rendus publics pour des questions juridiques. Il est intéressant de se pencher sur le processus de
collecte de ces corpus image-texte, leurs caractéristiques et leurs impacts sur le pré-entraînement des
modèles.

3 Transformers vision-langage

Nous présentons dans cette section les transformers vision-langage ainsi que leurs données de pré-
entraînement. Ces modèles ont été développés pour associer des concepts textuels et visuels afin de
construire des représentations multimodales. Comme pour les modèles de langue, ils peuvent ensuite
être affinés puis utilisés pour de nombreuses tâches liées aux modalités textuelles et visuelles. Celles-
ci incluent le raisonnement visuel en langage naturel (Suhr et al., 2019), la recherche multimodale
d’images et de textes (Lin et al., 2014), ou la génération de légendes (Agrawal et al., 2019). Afin
de générer des représentations multimodales, ces modèles sont pré-entraînés sur des tâches auto-
supervisées textuelles, visuelles et multimodales sur une grande quantité de données.



Ces tâches se sont d’abord inspirées des tâches développées en traitement automatique du langage.
Ainsi, les modèles sont généralement pré-entraînés en utilisant une tâche de ‘masked language
modeling’, inspirée par BERT (Devlin et al., 2019) et son équivalent en tâche visuelle. Les modèles
utilisent également diverses tâches d’alignement entre image et texte pour obtenir une meilleure
compréhension des interactions multimodales.

L’architecture des transformers multimodaux a évolué depuis les premiers modèles. Ceux-ci utilisaient
d’abord des représentations issues de détecteurs d’objets pour incorporer des informations visuelles
(Chen et al., 2019; Tan & Bansal, 2019). Depuis le développement des transformers en vision
(Dosovitskiy et al., 2021), de nouvelles architectures sont apparues. Ainsi, de nouveaux modèles
utilisent des transformers monomodaux pour extraire les informations de chaque modalité ainsi qu’un
transformer multimodal qui combine les modalités (Li et al., 2021; Yang et al., 2022).

3.1 Jeux de données de pré-entraînement

Le pré-entraînement de ces modèles nécessite des corpus de données parallèles image et texte, utiles
pour l’apprentissage de l’alignement multimodal. Un modèle vision-langage est ainsi pré-entraîné à
partir d’un ensemble de larges jeux de données image/texte. Ces jeux de données sont généralement
constitués de paires, composées d’une image et d’un court texte descriptif.

La disponibilité des données est l’un des principaux facteurs limitants des modèles image-texte. En
effet, contrairement aux jeux de données utilisés pour le pré-entraînement des modèles de langue, les
données vision-langage nécessitent une supervision supplémentaire, pour assurer la correspondance
entre une image et sa description. Afin de favoriser le pré-entraînement de nouveaux modèles, des
jeux de données ont été créés par diverses équipes de recherche, avec des protocoles de collecte de
données différents, notamment au niveau du filtrage et de l’annotation. Nous décrivons dans cette
partie ces jeux de données et leurs caractéristiques.

Nous nous intéressons aux principaux corpus publics utilisés pour le pré-entraînement des modèles
d’état de l’art, sélectionnés en fonction des papiers récemment publiés dans le domaine. Ceux-ci sont
de langue anglaise, ou multilingues. Une instance de corpus image/texte est généralement composée
d’une image comportant au moins un objet, et d’une description courte associée à cette image.

Nom MS COCO Visual Genome
Nb Images 111 000 103 000
Nb Textes 558 000 5 millions

Ex. Image

Ex. Texte
A horse carrying a large load of hay

and two people sitting on it.
Park bench is made of
gray weathered wood

TABLE 1 – Jeux de données image-texte annotés manuellement



Données annotées manuellement Avant l’utilisation de très grands jeux de données issus de
Common Crawl, ils étaient généralement constitués à partir d’annotations manuelles. MS COCO (Lin
et al., 2014) et Visual Genome (Krishna et al., 2016) sont deux exemples de larges corpus image-texte
annotés manuellement (voir Table 1).

— MS COCO est composé d’images dites "non iconiques", c’est-à-dire comportant plusieurs
objets et non centrées sur un élément visuel spécifique. Les textes associés à ces images sont
écrits par différents annotateurs humains. Ces derniers ont pour instruction de décrire toutes
les parties importantes de la scène en au moins 8 mots, afin d’obtenir des légendes riches.

— Visual Genome est composé d’images similaires à celles de MS COCO, mais il est spécifique-
ment orienté sur la description de régions d’objets. Chaque image comporte ainsi plusieurs
annotations correspondant à des descriptions de régions.

Nom SBU Conceptual Captions LAION
Nb Instances 1 million 3/12 millions 0.4/6 milliards

Ex. Image

Ex. Texte
Man sits in a rusted car

buried in the sand
on Waitarere beach

a worker helps to
clear the debris.

cat, white, and
eyes image

TABLE 2 – Jeux de données image-texte annotés automatiquement

Données annotées automatiquement La création de très grands jeux de données vision-langage a
commencé à se développer ces dernières années. Comme l’annotation manuelle des corpus limite la
taille des jeux de données, des équipes de recherches ont décidé de recueillir et filtrer automatiquement
des données disponibles sur internet : SBU (Ordonez et al., 2011), Conceptual Captions (Changpinyo
et al., 2021; Sharma et al., 2018) puis LAION (Schuhmann et al., 2021, 2022) (voir Table 2). Ces
jeux de données sont moins stables, car certaines données peuvent ne plus être disponibles. D’autres
corpus sont en cours de développement, comme (Byeon et al., 2022).

— Les images et les légendes de SBU sont collectées sur Flickr et filtrées afin que les légendes
correspondent à un contenu visuel. Pour cela, les instances sont obtenues à partir de paires de
requêtes formées de termes tels que des objets ou des attributs. Les descriptions collectées
doivent correspondre à certains critères : taille, utilisation de préposition spatiales.

— Les deux ensembles de données de Conceptual Captions sont collectés automatiquement, en
utilisant des champs ‘alt_text’ comme légendes, avec quelques filtres et transformations de
texte. Les filtres s’assurent par exemple de la présence de parties de discours pertinentes dans
la description. La correspondance entre image et texte est assurée en utilisant des modèles de
vision pour assigner des labels aux images et les comparer au texte. Une version contenant 3
millions d’instances transforme le texte pour supprimer les informations relatives aux entités
nommées, tandis qu’une nouvelle version ayant une taille de 12 millions de paires n’applique
aucune transformation au texte.



— LAION est un corpus composé de 400 millions d’instances, également obtenu à partir du
Common Crawl, avec des critères de filtrage plus souples. Il est filtré en établissant un seuil de
similarité des représentations CLIP (Radford et al., 2021) des deux modalités pour vérifier la
correspondance entre texte et image. D’autres filtres sont apportés, notamment pour éliminer
le contenu illégal. Une nouvelle version est composée de 5,85 milliards de paires image-texte.

Ainsi, les jeux de données texte-image utilisés pour le pré-entraînement des modèles transformers
sont obtenus suivant des protocoles très différents. Ils sont ensuite agrégés dans un même corpus de
pré-entraînement, avec différentes manières d’obtenir des échantillons. Cependant, n’y a actuellement
pas de consensus sur les meilleures manières de collecter, filtrer ou transformer les données.

4 Impact des données de pré-entraînement sur la performance

L’impact des différentes caractéristiques d’un jeu de données sur le pré-entraînement des modèles
vision-langage a été encore peu exploré. Cette question n’en demeure pas moins essentielle pour une
meilleure compréhension des transformers multimodaux. En effet, cela permettrait d’aider à établir
des protocoles de collecte, filtrage et traitement des données vision-langage. Cela pourrait également
permettre de pré-entraîner les modèles de manière plus efficace, avec moins de ressources.

De nombreuses études s’accordent pour dire qu’utiliser de plus grands jeux de données améliore les
performances des transformers vision-langage. C’est notamment visible à travers les études d’ablations
réalisées pour différents modèles, montrant une amélioration significative de la performance des
modèles sur les tâches en aval avec le passage à l’échelle des données de pré-entraînement (Li
et al., 2021; Yang et al., 2022). Cependant, au vu des différents corpus disponibles, il est intéressant
d’explorer les autres caractéristiques d’un corpus qui peuvent influencer la performance des modèles.
Nous avons identifié à partir des articles du domaine comment certaines de ces caractéristiques, puis
nous les avons regroupées en cinq catégories décrites ci-dessous.

Variabilité Une grande variabilité dans les données permet un transfert plus facile du modèle
pré-entraîné aux tâches en aval, quand celles-ci utilisent des données similaires aux données de
pré-entraînement. C’est le cas de CLIP (Radford et al., 2021), qui utilise le vocabulaire de Wikipédia
pour collecter les images, afin de couvrir une grande diversité d’objets. Les auteurs l’évaluent sur
de nombreuses tâches et observent, sans entraînement supplémentaire, des résultats compétitifs aux
modèles spécialisés sur ces tâches. Cependant, les auteurs observent aussi que CLIP montre une faible
généralisation sur des données hors distribution, comme celles utilisant des images hors du domaine
de pré-entraînement. Ainsi, plus le jeu de données de pré-entraînement couvre une variété d’éléments
visuels importante, meilleure sera la performance du modèle. Le modèle BLIP (Li et al., 2022) utilise
des légendes générées automatiquement pour augmenter les données de pré-entraînement. Les auteurs
constatent que générer des légendes ayant une plus grande variabilité augmente les performances du
modèle, plutôt que de générer des légendes plus probables.

Exactitude Les auteurs de BLIP (Li et al., 2022) constatent également que l’utilisation de données
inexactes pendant le pré-entraînement a un effet négatif sur les performances, et mettent au point
une technique de filtrage pour les éliminer. En étudiant les performances d’un modèle sur différents
jeux de données, (Hendricks et al., 2021) montrent qu’un modèle pré-entraîné sur SBU (Ordonez



et al., 2011) donne de moins bonnes performances sur les tâches en aval que ceux entraînés sur des
jeux de données plus petits, comme MS COCO. Ils constatent que les données de SBU présentent
moins de chevauchement entre les objets et les mots du texte que d’autres jeux de données. Cela
semble cohérent, car la méthode de filtrage utilisée pour générer SBU repose peu sur la similarité
entre texte et image. De plus, (Hendricks & Nematzadeh, 2021) montre que des modèles entraînés sur
des données annotées manuellement comme MS COCO (Lin et al., 2014), qui sont moins bruitées,
sont plus sensibles aux légères différences sémantiques entre deux images que des modèles entraînés
sur des données collectées automatiquement, comme Conceptual Captions (Sharma et al., 2018), qui
parviennent moins à les distinguer.

Compositionnalité En fonction du type de jeu de données, une certaine proportion d’images ne
montrent qu’un seul objet, tandis que d’autres montrent de multiples objets avec diverses interactions.
De plus, les annotations peuvent se concentrer sur le point central, tandis que d’autres peuvent
décrire les relations entre les divers objets. Nous appelons la compositionnalité d’une instance le
nombre d’éléments distincts décrits par une annotation et la complexité de leurs relations. Ainsi, selon
(Nikolaus et al., 2022), la présence pendant le pré-entraînement de légendes manuellement annotées
et plus descriptives peut aider les modèles à mieux comprendre les dépendances multimodales. De
même, l’utilisation de jeux de données favorisant le raisonnement spatial semble nécessaire à la
compréhension multimodale des concepts de position (Salin, 2022), comme le fait LXMERT (Tan &
Bansal, 2019) en utilisant pendant le pré-entraînement des jeux de données de raisonnement visuel
(VQA(Antol et al., 2015), GQA(Hudson & Manning, 2019), VG-QA(Zhu et al., 2016)).

Biais Les modèles d’apprentissages automatique amplifient les biais présents dans leurs jeux de
données (Zhao et al., 2017). En effet, les données et les annotations sont deux des cinq principales
sources de bais de ces modèles (Hovy & Prabhumoye, 2021). Le transformers vision-langage sont
notamment sujets à des biais de genre (Hendricks et al., 2018). Ces modèles se reposent aussi parfois
sur des biais textuels plus que sur des informations visuelles (Goyal et al., 2017). En outre, les corpus
collectés sont généralement fortement biaisés en faveur de la culture occidentale, et les performances
de ces modèles chutent sur des exemples hors de ce domaine (Liu et al., 2021).

Similarité entre pré-entraînement et fine-tuning Dans (Singh et al., 2020), les auteurs montrent
que la similarité entre les données de pré-entraînement et d’évaluation peut impacter fortement les
performances d’une tâche. De même, (Hendricks et al., 2021) constatent qu’en prenant deux jeux de
données avec les mêmes images, celui qui a une plus forte similitude de langage (calculée grâce à la
perplexité) avec les données de la tâche en aval conduira à de meilleures performances dans cette
tâche. Ainsi, si la méthode d’annotation des images d’évaluation varie fortement par rapport celles du
pré-entraînement, les modèles peuvent observer une baisse de performance.

Nous essayons d’établir quelles caractéristiques des données influencent les performances
des modèles. Certaines études insistent sur l’importance d’avoir un jeu de données de taille toujours
plus grande, alors que d’autres accordent beaucoup d’importance à d’autres caractéristiques des
données. La taille d’un jeu de données, qui est généralement corrélée avec la diversité de ces
données, permet une utilisation dans un plus grand nombre de domaines. La compositionnalité
d’un jeu de donnée semble nécessaire pour des raisonnements multimodaux plus précis. De plus,
ces caractéristiques peuvent avoir différents impacts sur la compréhension textuelle, visuelle et



multimodale des modèles. En effet, une grande diversité monomodale des données, qui peut être
apportée par de très larges jeux de données, peut cacher une plus faible diversité multimodale, due à
un manque de compositionnalité ou d’interactions multimodales. Il est donc important d’étudier ces
aspects individuellement lors de l’évaluation de la qualité d’un jeu de données de pré-entraînement.

5 Évaluer la qualité d’un jeu de données texte-image

Dans cette section, nous voulons évaluer un jeu de données de pré-entraînement pour un modèle qui
serait utilisé sur une grande variété de domaines et de tâches. Les relations vision-langage peuvent
différer en fonction de leur information mutuelle, statut et corrélation sémantique comme le décrit
(Otto et al., 2019). Dans les jeux de données usuels des tâches vision-langage, le texte est subordonné
à l’image, et sert d’ancrage (anchorage) en offrant une manière de décrire l’image. Nous voulons donc
évaluer la qualité d’un tel jeu de données en nous concentrant sur les images et les textes de manière
indépendante, ainsi que la relation d’ancrage de ces images et textes. Nous étudions des méthodes
permettant de vérifier que les données répondent à certains critères de la variabilité, d’exactitude, de
compositionnalité et de réduction des biais, en réponse aux analyses de la partie 4.

5.1 Évaluation des textes

Différentes méthodes ont été développées pour évaluer la qualité d’un corpus textuel. Les auteurs
de (Mishra et al., 2020) étudient en détail des mesures de qualité pour les corpus de traitement
automatique du langage. Celles-ci qui peuvent être appliquées à l’évaluation d’un jeu de données
image-texte.

Le vocabulaire du jeu de données, en prenant en compte les parties de discours, peut donner des
indications quant à la diversité de ces données. On peut par exemple utiliser comme métrique le
rapport entre la taille du vocabulaire et celle du corpus ou la présence de mots de divers domaines. Une
autre manière d’assurer la variabilité est d’évaluer la similarité entre les textes du corpus, notamment
au niveau de leur structure syntaxique. L’étude de la diversité des structures, notamment au niveau des
parties de discours et de la taille des textes, permet aussi de mieux appréhender la compositionnalité
des textes. Dans (Mishra et al., 2020), des méthodes de réduction de biais sont également proposées,
comme la pseudonymisation des entités nommées. Le biais lié aux stéréotypes peut également être
étudié en examinant la fréquence de N-grammes se rapportant à certains mots. Cela peut également
permettre d’éviter une présence trop forte de biais textuels dans le corpus. Une manière de contrôler
l’exactitude des textes est de limiter le bruit des données. Dans (Baldwin et al., 2013), les auteurs
comparent des textes issus de réseaux sociaux, pour évaluer le bruit des données. En analysant les
mots hors vocabulaire et la grammaticalité des textes, ils évaluent d’une certaine manière l’exactitude
des données collectées. De plus, ces auteurs proposent des méthodes pour nettoyer les textes afin de
les rendre moins bruités.

5.2 Évaluation des images

La qualité d’un jeu de données de pré-entraînement pour la vision est d’abord déterminée par la
qualité des images elles-mêmes, ce qui est compliqué de faire automatiquement. La taille des images



et les métadonnées associées peuvent fournir une aide pour cette évaluation.

Il est également important d’avoir une variabilité des images. On peut rechercher une couverture
importante des possibles catégories, tels que des objets (Deng et al., 2009), des scènes (Zhou et al.,
2017) ou des actions (Poppe, 2010). Pour cela, des ressources telles que Wikipédia ou WordNet
(Miller, 1995) sont disponibles et peuvent être utilisées en lien avec des modèles détecteurs d’objets.
En plus des objets représentés dans les images, il est intéressant d’obtenir diverses configurations
d’images, comme des images iconiques et non iconiques, avec des dispositions et des nombres
d’objets différents. Ceci peut être important pour favoriser la compréhension de la compositionnalité
et une meilleure adaptation à divers domaines. Quant au bruit lié aux images, il peut être évalué en
étudiant les catégories. En effet, une partie du biais d’un jeu de données peut provenir de l’utilisation
de catégories bruitées, mal équilibrées ou contenant des stéréotypes (Prabhu & Birhane, 2020).

5.3 Évaluation de l’ancrage

La vérification de l’exactitude de l’ancrage requiert soit des annotations manuelles, soit l’utilisation
d’un modèle vision-langage dont la performance n’est pas assurée. Ainsi, sur de grands jeux de
données comme LAION, le modèle CLIP est utilisé pour mesurer la similarité entre texte et image.
Cependant, le seuil de similarité requis semble fixé arbitrairement à partir d’observations d’annotateurs
humains. Cela ne garantit pas la qualité de l’ancrage, notamment pour des différences texte-image
fines qui peuvent ne pas être observées par CLIP. L’utilisation de modèles supplémentaires, comme les
détecteurs d’objets, utilisés par les auteurs de Conceptual Captions, pourrait rendre l’évaluation plus
robuste, et moins sensible aux spécificités d’un seul modèle. D’autre part, ces méthodes d’évaluation
peuvent nuire à la diversité des données. En effet, CLIP est lui-même entraîné à partir de données
collectées automatiquement, et peut reproduire les biais de ses données d’entraînement pendant
l’évaluation. C’est pourquoi il serait intéressant d’utiliser conjointement plusieurs modèles entraînés
sur des domaines ou tâches différents pour avoir différentes manières de juger l’ancrage texte-image
des données.

Une autre problématique liée à l’évaluation de l’ancrage texte-image est le biais de l’annotation,
qui se retrouve aussi en traitement automatique du langage (Geva et al., 2019). En effet, dans de
nombreux exemples de relation texte-image, celle-ci est subjective et dépend des annotateurs. Ils
peuvent choisir de décrire différentes parties d’une image, en employant un langage varié, influencé
par leurs diverses cultures. Il n’y a donc pas un unique ancrage textuel possible pour chaque image.
Pour limiter ce biais, il est important d’obtenir des données provenant de sources variées, car un
seul annotateur ne pourra être représentatif de cette subjectivité (Aroyo & Welty, 2015). Dans le cas
d’annotations manuelles, il serait intéressant de donner différentes consignes d’annotation pour varier
le type d’ancrage, avec diverses approches de description. Bien qu’il ne soit pas possible d’enlever
tous les biais, la diversification des sources et la variabilité des textes et images peut aider à les
atténuer.

Nous utilisons les méthodes développées dans cette section pour évaluer la qualité de deux
jeux de données en Annexe A. Nous observons ainsi que LAION (Schuhmann et al., 2021), qui
est collecté automatiquement, montre une plus forte diversité de vocabulaire, mais une moindre
compositionnalité que MS-COCO (Lin et al., 2014), qui est annoté manuellement. Les annotations
sont également moins descriptives et présentent plus d’information sur les métadonnées. Il serait



intéressant d’ajouter une étape d’analyse syntaxique lors du filtrage automatique des données afin de
sélectionner des légendes plus descriptives et moins biaisées (moins de métadonnées et de noms
propres). De plus, l’utilisation de détecteurs d’objets permettrait de sélectionner une plus grande
diversité d’images en termes de nombre et catégories d’objets. Ainsi, une évaluation de la syntaxe et
du vocabulaire des textes, ainsi que des objets contenus dans les images, permettrait d’améliorer la
diversité et la compositionnalité des instances et de réduire l’impact du biais.

6 Discussions sur les problématiques éthiques

La collection d’un ensemble de données pour le pré-entraînement de modèles vision-langage peut
soulever des questions éthiques, selon la manière dont les données sont obtenues et filtrées.

— L’utilisation de données provenant d’internet soulève la question du consentement lors de
l’acquisition de ces données. Par exemple, Conceptual Captions (Sharma et al., 2018) ou
LAION (Schuhmann et al., 2021) contiennent des images qui ne font pas l’objet d’une licence
explicite. Certains collectent également des images et des textes contenant des informations
personnelles sans demander le consentement des personnes concernées. Cela peut inclure des
images provenant de sources problématiques et des données illégales.(Birhane et al., 2021).

— Dans le cas d’ensembles de données annotées par des humains ou qui nécessitent des évalua-
tions humaines, il est important de tenir compte de la rémunération des travailleurs et de leurs
conditions de travail, par exemple de l’impact psychologique des contenus préjudiciables
(Díaz et al., 2022).

— Les données peuvent faire l’objet de biais nuisibles, en particulier dans le cas de données peu
filtrées. L’une des formes de ces biais les plus courantes est l’absence de représentation de
certains groupes sociaux (Zhao et al., 2021), que l’on appelle ‘biais de représentation’. Il peut
avoir un impact important dans les applications en aval (Birhane et al., 2021). Pour atténuer
ce biais, il est important de tenir compte des sources de données visuelles et, lorsqu’il y a des
annotateurs humains, de la diversité des expériences de ces annotateurs. (Díaz et al., 2022).

7 Conclusion

Comme en traitement automatique des langues, l’utilisation de très grands jeux de données améliore
très fortement le pré-entraînement des transformers vision-langage. Cependant, l’utilisation de plus
grandes quantités de données conduit à un coût environnemental et économique non négligeable,
ce qui rend leur démocratisation difficile. D’autres problèmes éthiques sont également soulevés,
comme l’absence de consentement explicite lors de la collecte de ces données. Outre la taille des
données, d’autres caractéristiques des jeux de pré-entraînement peuvent avoir un impact majeur sur
la performance des modèles. En étudiant diverses analyses des transformers vision-langage, nous
regroupons ces caractéristiques en variabilité, exactitude, compositionnalité et biais. Nous défendons
un filtrage plus précis des grands jeux de données texte-image, pour mieux répondre à ces critères.
Nous espérons qu’en accentuant l’importance de la qualité des données plutôt que leur quantité, le
pré-entraînement des modèles vision-langage devienne plus efficace, et moins coûteux. Des études
supplémentaires permettraient d’affiner les règles proposées.
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A Comparaison de MS COCO et LAION-400

En utilisant les méthodes d’évaluation développées dans la section 5, nous comparons deux corpus
collectés manuellement et automatiquement : MS COCO (Lin et al., 2014) et LAION-400 (Schuhmann
et al., 2021). Nous étudions un sous-ensemble S de 1000 instances de chaque jeu de données et
comparons les jeux de données sur plusieurs mesures :

— Variabilité du vocabulaire : En appelant d la taille du dictionnaire de S et n le nombre de mots
de S, nous calculons V = d/n.
On obtient VCOCO = 0.04 et VLaion = 0.10.
LAION montre ainsi une plus grande diversité de vocabulaire que MS COCO.

— Biais du vocabulaire : Afin d’obtenir plus d’information sur le vocabulaire utilisé par ces jeux
de données, nous étudions quels groupes de mots sont les plus utilisés. Cela peut permettre
d’étudier le biais de chaque sous-ensemble S. En particulier, après avoir éliminé les mots
vide, nous regardons quel groupe G de deux mots se retrouve le plus fréquemment dans une
même instance S.
On obtient GCOCO = (group, people) et GLaion = (stock, photo).
Cela semble montrer que COCO contient des textes descriptifs, alors que les textes de Laion
contiennent également beaucoup de métadonnées.

— Nombre d’objets : Le nombre d’objets dans une image permet d’avoir plus d’information sur
la complexité de la composition de cette image. Nous calculons à laide d’un détecteur d’objet
Faster RCNN (Ren et al., 2015). le nombre d’objets par image de S, et on rapporte la médiane
M et le troisième quartile Q.
On obtient MCOCO = 4, QCOCO = 8 et MLaion = 1, QLaion = 2.
On observe que les images de COCO contiennent plus d’objets que celles de LAION. Cette
méthode a cependant des limites, notamment parce que les images du jeu de données LAION
sont peu semblables à celles utilisées pour l’entraînement du détecteur d’objet.



— Syntaxe : Étudier la syntaxe d’un texte peut également nous donner plus d’information sur
la qualité de celui-ci. Pour ce faire, nous utilisons les outils de Spacy (Honnibal & Montani,
2017). Nous observons les deux plus fréquentes étiquettes de partie de discours P1 et P2.
On obtient P1COCO = Nom et P2COCO = Déterminant, P1Laion = Nom et P2Laion =
Nom propre.
La prévalence de noms propres dans le jeu de données LAION peut augmenter le risque de
biais.
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